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Plan prezentacii

1) MLP, SOM, kNN
* Opis architektury

* Algorytm uczenia

* Przyktad dziatania
* Zastosowanie

2) Klasyfikacja rozno-wymiarowa
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Funkcja aktywacji
e funkcja liniowa:
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e funkcja sigmoidalna unipolarna:
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Propagacja sygnatu
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Dobor wag — uczenie siecl
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Algorytmy uczgce

- algorytm propagacji wstecznej
- quickprop

- gradientow sprzezonych

- Levenberga-Marquardta

Problemy w uczeniu — lokalne minima
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Problemy w uczeniu
overfit i dobor struktury
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Przyktad - klasyfikacja
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Klasyfikacja w fizyce

* Successful discrimination of gluon from quark jets have been reported in both e+e-
annihilation and hadron induced reactions.
* Identifying b-quarks in annihilation using four momenta of the leading hadrons.
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Figure 2: Purity/efficiency for b-quark discrimation (from ref. [20]) using single variable discrimi-
nant (star) and multivariate (lozenge) and ANN (open circle) respectively,



Klasyfikacja
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Figure 3: The reconstructed mass (M, z) divided by the true mass (M{{,13) using the neural network
method (full line) and the conventional “window” method (dashed line) with R = 0.8.



Przyktad - aproksymacja
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Aproksymacja
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Figure 4: The sampling grid of & values used for evolution superposed to the Les Houches gluon

and 25 replicas of the gluon distribution from the NNPDF2.0 set at the starting scale.




Aproksymacja
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Figure 16: The best fit of Gg, data given by the 1-2-1 network. The blue area denotes fit
uncertainty computed with Eq. B018. The experimental data is the same as the one discussed in

Ref. [30].

JHEP 09, 053, (2010) K.Graczyk, P.Ptonski, R.Sulej



Przyktad - predykcja
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Sieci samoorganizujace sie

siecl Kohonena

1010 SOM clustering results
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Self Organising Map - Architektura

tablica neuronow 4x4
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SOM - sgsiedztwo
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Uczenie — reguta Hebba
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Klastrowanie - przyktad
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Figure 7: The resulting map for uds- c- and b-quarks. The shading indicates the dominant flavor
for the units. The units are numbered as in fig. 6.



kK-NN = algorytm k najblizszych

sgsiadow

Algorytm:

1. Wyznacz odlegto$é miedzy -
sprawdzanym punktem P a e R
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Podziat metod
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zdarzenie 1

Klasyfikacja danych
rozno-wymiarowych

zdarzenie 2

zdarzenie 3

12 pomiarow

8 pomiarow

16 pomiarow

Stare podejscie:

- usrednianie do statego wymiaru
- lub klasyfikacja pojedynczych
pomiarow | usrednianie

Nowe podejscie - uwzglednianie
wszystkich danych ze zdarzenia
jednoczesnie



Przyktad - Icarus
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% correct classification

Wyniki - porownanie
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Dziekuje za uwage!
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